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Résumé — Les chaines de Markov Triplet (CMT) généralisent les chaines de Markov Coupde (CMCoupe), ces derniéres généralisant les
chaines de Markov cachées (CMC). Par alill eurs, dansune CMC laloi a posteriori du procesaus cadhé, qui est de Markov, peut étre vue mmme
une fusion de Dempster-Shafer (fusion DS) desaloi p avecune probabilité q définie apartir des observations. Lorsque I’ on se placedansle
contexte de la théorie de I'évidence en remplacant p par une fonction ce mase M, sa fusion DS avec q généraise la probabilité a
posteriori. Bien que le résultat de cdte fusion re soit pas nécessairement une chaine de Markov, il a éé dabli qu'il est une CMT, ce qui
autorise les divers traitements d'intérét. De plus, les résultats analogues restent valables lorsque I'on généralise les diff érentes chaines de
Markov aux arbres de Markov. Nous propcsons d éendre ces résultats aux chalnes et arbres de Markov Couple, dans les quels la loi du
procesaus cadé n'est pas nécessirement de Markov. Nous montrons également I'intérét pratique de la théorie de I'évidence dans la
segmentation nonsuperviséedes chaines de Markov nonstationraires.

Abstract — The triplet Markov chains (TMC) generdize the pairwise Markov chains (PMC), and the latter generalize the hidden Markov
chains (HMC). Otherwise, in an HMC the posterior distribution d the hidden processcan be viewed as a particular case of the so cdled
"Dempster-Shafer fusion” (DS fusion) of its prior Markov distribution p with aprobability g defined from the observations. When we place
ourselves in the theory of evidence ontext by repladng p by a massfunction M , the result of DS fusion & M with q generalizes the

conventional pasterior distribution o the hidden process Althoughthis result is not necessarily a Markov distribution, it has been recently
shown that it is a TMC, which renders traditional restoration methods applicable. Further, these results remain valid when rempladng the
Markov cchains with Markov trees. We propase to extend these results to Pairwise Markov chains and trees. Further, we show the praticd
interest if the theory of evidencein the unsupervised segmentation o nonstationrary hidden Markov chains.

généra que le modéle CMCoupe ca dans une CMT T le
procesus Z n'est pas nécessirement de Markov. Les CMC-
Bl sont les plus anciens et bien connus, I'utili sation des CMC
qui ne soient pas des CMC-BI étant plus rare. L utili sation
des CMCoupe qui ne soient pas des CMC est récente € leur
potentiel, qui semble prometteur, commence seulement a ére
exploré [5]. Notons que la généralisation des modéles de
Markov cadés aux modéles de Markov Coupe adébuté dans
le calre des champs aléaoires, avec pou objedif une
meill eurs modélisation des textures [8]. Par la suite, les
champs de Markov coupe ont été générali sés aux champs de
Markov triplet [12]. Notons également que les procesas de
Markov Coupe € triplet peuvent étre également considérés
dansle ca des proceswus cacés a dats continus[3, 4].

Par ailleurs, dans le c& de CMC-BI on peut considérer
p(x|y) comme le résultat de la fusion dce Dempster-Shafer

1. Introduction

Considérons X =(Xy, yeern Xyeer) un procesaus
inobservable, chague X, prenant ses valeurs dans un
ensemble fini de dases Q ={w;,..wy}, & Y =(Y,,....Y,,...)
un procesaus observé, chague Y, prenant sesvaleursdans R.

Une moddlisation classque de la loi du pocesas
Z=(X,Y), qui sera dite “chaine de Markov cactée aec

bruit indépendant” (CMC-BI), est la suivante
P(X, ) = POG) POG %) - POG[X0cs) POV[X) - P(YA[%,) (D)

Il existe trois générali sations successves du modéle dassque
CMC-BI. Danslapremiere, qui aboutit au modéle dit “chaine
de Markov cachée” (CMC), les deux processus X et Z sont
de Markov, Dans la deuxiéme, qui est relativement récente
[10] et qui abouit au modéle dit “chaine de Markov couge”

(fusion DS) de laloi p(x) = p(x,) p(x2|x1)...p(xn|xn,l) avec
laprobabilité ('y est fix€) q(x) O p(y|,) ... p(Y,|x,) [1, 14,

(CMCoupe), on suppee Z de Markov. Notons que
CMCoupe et strictement plus général que CMC ; en dautres
termes, dans un CMCoude le processus X n'est pas
nécessirement de Markov. Enfin, le procesuus Z sera dit
“chaine de Markov triplet” (CMT) sil existe un processus
Uu=U,,..U,,...), chague U, a valeurs dans un ensemble

fini A={A,,...A,}, tel que T =(X,U,Y) est une chaine de
Markov [13]. Le modele CMT est aors drictement plus

15]. Ce type de fusion est valable dans le calre plus général,
lorsque la probabilité p(x) est généralisée aune « fonction
de mase» M . On montre dors que le résultat de la fusion
de M par g, noté M Oq (qui devient p(xy) lorsque M

devient p(x) ), est une CMT, ce qui permet les traitements
bayésiens, malgré le fat que M Oq ne soit pas
nécessairement une caine de Markov [13]. Cette démarche



le ca de CMC, ou
méme que

reste également valable dans
P(X) = P(%) PO [%)-- P(X,[Xy) &t la
précéemment et q définit une chaine de Markov [11].

Les mémes généraisations ont valables dans le ca des
arbres de Markov, qui sont des extensions des chaines de
Markov. Ains on peut considérer des Arbres de Markov
cadés avec bruit indépendant (AMC-BI [7, 16]), Arbres de
Markov cadés (AMC), Arbres de Markov Coupe
(AMCoupe [9]), et Arbres de Markov Triplet (AMT [11]).
De maniére analogue a cde utilisée dans le ca des chalnes,
on peut alors montrer que lorsgue la loi de X devient une
masse, sa fuson avec q est un AMT, ce qui permet les
diff érents traitements d'intérét.

L'objet de cd article est de proposer des généralisations
permettant de remplace, danslafusion DS, lesCMC et AMC
par CMCoupe & AMCougde. Par aill eurs, nous propasons
quelques premiers exemples de I'utili sation ¢k lafusion DS a
des fins de restauration non supervisée des CMC-BI non
stationraires.

2. Fusion DSdans CM Couple

Soit Q ={w1,..wk} et P(Q) I'ensemble des partiesde Q.
Une fonction de mase (FM) est ure gplicaion
M:P(Q) - [0,1] vérifiant M(O)=0 et M(A)=1 (on

P> (o))

retrouve une probabilité dassque comme ca particulier de
FM nulle en dehors des sngletons). On dira quune FM M

définie sur P(Q") est une chaine de Markov évidentielle
(CME) s dle et ndle en dehors de [P(Q)]" et s
M(A,....A) = M(AM(AA)..M(A|A,); une

chaine de Markov (CM) classque est un cas particulier d'une
CME. Nous avons alors le résultat suivant [13] :

ainsi

Lemme
Soit M une CME et g une CM. Alorslafusion DS M Oq

est une CMT T =(X,U,Y), ou chague U, prend ses valeurs
dans A=P(Q), e dont la loi est donnée par

P(t;) 01y 00y M (Uy)a(x,)
Ptiafti) O 2 oy 1x,000 M (Ui

Ui )A(Xia[X;) -

Considérons une CMCouple Z =(X,Y). Sadcant que

P(Z,Z.1) = P(X s Xisg) PYi s yi+1|Xi ,%i.1) , 1aloi de Z seait

p(xy X2) p(Xn—11 Xn) p(yl’ y2|X11 XZ) p(yn—lv ynlxn—l! Xn) (2)
P(Xo) - P(Xq1) p(Yzlxz)--- p(Ynf1|an1)

a(x) b(x,y)

p(x,y) =

(2) implique (voir [10]) quune CNS pour que Z soit une
CMC est que a(x) soit laloi de X, ou encore que l'intégrale
de b(x,y) par rappat a y vaille 1. Le cas ou Z est une
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CMC est éudié dans [11] ; nous propasons ici de mnsidérer
le ca plus général de CMCouple. L'éaiture (2) reste valable ;
cependant, a(x) n'est plus nécessairement la loi de X . De

méme, b(x,y) nest plus nécessirement la loi de Y
conditionnelle & X = x ; cependant, aprés normalisation et a
y fixé, b(x,y) esture daine de Markov, qui seranotée q.

Proposition 1
Soit Z =(Z,,...,Z,;) une CMCouple dont laloi est définie par

(2). Soient g définie par b(x,y) et M une CME définie par
M(ALA), .o M(A L A,).

Alors lafuson DS M Oq est une CMT T =(X,U,Y), ol
chague U, prend sesvaleursdans A = P(Q), et dont laloi est
cdle du lemme. Lorsque M(A,A,), ..., M(A_,A) ne
chargent que les sngletons et M({xl},{xz}) = p(X, X5) -y
M (%11 {%, D) = P(¥;1.%,) . 1a TMC T =(X,U,Y) donre
laCMCouple Z = (X,Y).

Remar ques

1. Lorsque T =(X,U,Y) est stationraire (les p(t;,t,.,;) ne
dépendent pas de i) on peut estimer les paramétres, ce qui
permet la mise en place des méthodes de restauration non
supervisées, par des adaptations des méthodes classques
comme la méthode « Expedation-Maximization » (EM), ou la
méthode « I terative Conditional Estimation » (ICE).

2. La généralisation au cas des r cagpteurs indépendants est
possbhle en suivant une démarche aalogue a cHie déaite
dansle cadesCMC dans[11]].

3. Fuson DS et Arbres de Markov
Couple

Soit S un ensemble fini d indices, X =(X,) g5,
Y=(Y)os & U=(U,)os trois procesus, avec dague
T, =(X,,U,Y,) a vaeurs dans QxAxR. On nde
Z,=(X.Yy), V=(X,,U,), et Z, V les processis
correspondants. Soit S', ..., S" une partition de S. Posons
N =Card(S) et, pou 1<i<n, N' =Card(S') . Suppcsons
que N'<N?<..N" (avec N* =1) et pour tout 1<i<n-1,
ascions & chaque sOS' un sous-ensemble s* de S'*,

appelé "enfants de s", de maniére a ceque (s*) soit une

ss'
partition de S'** (onsuppase S* ={s,}) Pour tout sOS-S,

son unque "pere’ seranoté s”. Le procesuus T est appelé
Arbre de Markov Triplet (AMT) s sa loi Séait

p(®) = p(t. )] [] P,

1=2 g0’
Coupde (AMCoude) T =(V,Y), ce qui
traitements [9]. En particulier p(v,|y), (donc également

t_).Cest aorsun Arbre de Markov

permet divers



P(X,|y)) et p(vs
cdcul de larestauration bayésienne MPM et la simulations de
V (dorc de X) selon p(Vy). Par ailleurs, les AMT et
AMCoupe généralisent les CMT et CMCoupe, ces derniéres
étant obtenues lorsque tousles s* sont des sngletons.

De maniere aadogue a cHe du paragraphe précédent,
considérons AMCoupe T = (V,Y), dort laloi séait

V. ,y) sont caculables, ce qui permet le

p(2 = p(g)ﬁ |'S| P(z|Z

a(x)

PY,-» Yo X ,xs)

©)

av(ysi ><§)I|'2|SDS

b(x, y)

E

Comme précélemment, a(x) n'est pas nécessairement la loi
de X et b(x,y) nest pas nécessirement la loi de Y
conditionnelle & X = x ; cependant, aprés normalisation et a
y fixé b(x,y) est un arbre de Markov, qui sera notée q.
Nous avons le résultat suivant :

Proposition 2
Soit Z =(Z,) s Un AMCouple dont laloi est définie par (3)

Soit g définie par b(x,y) dans(3), et soit M un AME défini

A).

1=2 43S

Alors la fuson DS M Oqg est un AMT T =(X,U,Y), ol
chague U, prend sesvaleursdans A = P(Q), et dont laloi est

donnée  par p(ty) Ol o MUy alxy),
p(t t *) U l[xs, Dus,]l[xSDus] M (us Lormue
M(A-,A) ne dagent que les sngetons et

M{x_ J,{x.) = p(x.,x;) 'AMT T=(X,U,Y) donre la
'’AMCouple T = (X, Y).

4. Simulations

Nous présentons dans ce paragraphe des résultats
originaux montrant I'intérét de la fusion DS dans le calre de
la segmentation nonsuperviséedes CMC-BI. Soit (X,Y) une

CMC-BI vérifiant (1), avec Q ={w,,w,} e n=1000. La
chaine de Markov X =(X,,...,X,,) €st non stationraire dans

le sens giivant. Considérons deux matrices de transition
[0.98 0.020 0.5 0.50

= : = , e posons, pou
1702 oogd VTR osg &P P

$=12..., X'=(X(psar XipsszXig) . La  chalne

X =(Xq,...,X,) vé&ifie dors: (i) laloi de X, est (0.5,0.5),
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(i) M, est la matrice de transition dans X', X°,...,
M, est lamatricede transition dans X%, X*,...,
X=x e Y=y en uilisant (1), avec p(y;|x =w,)

et (iii)
.On simule

gaussenne de moyenne 1 et variance 1, et p(yi|xi = w,

gaussenne de moyenne 3 et variance 1. Larédisation X = x
est alors estimée par la méthode bayésienne MPM de trois
maniéres diff érentes :

1. La premiére segmentation est obtenue a partir des vrais
paramétres. C'est un résultat de référence de par son

optimalite ; le taux derreur, qui est minimal, est noté T .

2. La deuxiéme segmentation est obtenue & partir des
paramétres estimés par l'dgorithme « Expedation
Maximizaion » (EM), en suppcsant la chaine stationreire. Le

taux derreur et noté T o gy -

3. Latroisiéme segmentation est obtenue apartir de la fusion
de DS, en uilisant une fonction ¢ mase M, dont la
définition est donrée G-apres, a la placede laloi a priori de
X . Letaux derreur et noté T,py _ps-

La fonction de mase M est une CME stationreire définie
par M(A,A,) (qui définit M(A) et les M(A,|A)), avec
les A dans {{wl}’{wz}'{wbwz}})' Les M(A,A,) sont
définies a partir des probabilités c; = p(x, =w;, X, =w;) ,
i,j =12 (cesderniéres étant estimées par EM et servant dans

la segmentation 2), en introdusant un paramétre £ et en
procédant comme indiqué dans le tableau 1 Ensuite, la
segmentation MPM est obtenue en uilisant laCMT M Oq

en suivant la procédure déaite dans[13].

TAB. 1: Définitionde M (A, A,) apartir des

C; = Pp(X =W, X, =w;), i,j =12, eslimés par EM.
{wl} {0.)2 } {O.)l W, }
{wl} Cu(d-¢) C,(1-¢) €5
{0.)2} Cu(l-¢) Cy(l-¢) el5
{w,w,} el5 €l5 €l5

TAB. 2: Lesrésultats destaux d’erreurs des trois
segmentations obtenues pour diff érentes non stationnarités
(définiespar s). Lestaux indiqués sont obtenus pour &

optimal €, indique dansladerniére wlonre.

S Tiin Tpm-em Tyvpm-ps gopt
1 12.33 13.46 13.46 0

10 10.26 15.32 12.67 0.29
20 10.09 17.94 13.26 0.44
50 9.71 21.03 13.99 0.54
100 9.88 21.64 14.34 0.58
500 9.68 2311 14.84 0.61




Selon les résultats présentés dans le tableau 2 — et d'autres
résultats analogues obtenus par ailleurs — nous pouvons
affirmer que I'utilisation de la théorie de I'évidence de
Dempster-Shafer permet d'améliorer la segmentation non
superviséedes CMC-BI dansle ca de leur non stationnarité.

La segmentation non supervisée dimages constitue une
des applications possbles des CMC-Bl. L’ensemble bi-
dimensionnel des pixels est transformé en unensemble mono-
dimensionnel via le parcours de Hilbert-Peano, ensuite le
processus a temps discret obtenu est traité comme une CMC
[6]. Bien entendu, le procesaus ains obtenu riest pas
nécessairement une CMC-BI; de plus, il est généralement non
stationnaire. |1 est alors intéressant de tester I'appart éventuel
de la méthode utili sant la fusion DS par rappat a la méthode
classque. L'exemple présenté sur la Figure 1 montre
I'existence des stuations dans lequelles ce appat est
significatif.

N —

Imagerédle

.-'i"}' ’In{l‘

Segmentation non supervisée| Segmentation non supervisée
EM-MPM EM-MPM-DS

FIG. 1. : Image rédle, image bruitée par deux gaussennes de
variance @mmune éale al, et de moyennes O, 2, résultat de
la segmentation par MPM utili sant les paramétres estimés par
EM, et résultat obtenu en uili sant lafusion DS.

5. Conclusions

Une des appli caions de la théorie de I'évidence mnsiste e
introduction des fonctions de mase dans des modéles
probabili stes lorsque ces derniers ne sont pas connus avec
suffisamment de prédsion. Une telle situation se produit
lorsque la loi a priori dune CMC n'est pas gationnaire ; en
effet, une telle loi peut étre difficile a etimer avec prédsion.
Les chaines de Markov triplet permettent alors de traiter de
telles stuations et les premiers résultats, présentés dans
I'article, semblent encourageant. Par aill eurs, nous avons
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prédsé omment étendre la démarche aux chaines et arbres de
Markov couple, modeles drictement plus généraux que les
chalnes et arbres de Markov cadés.

L'extension aux réseaux bayésiens [2, 17] constitue une
perspedive naturell e pour la poursuite du travail présenté.
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